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Cztery miliardy zlotych — prawie tyle traca rocznie kierowcy w siedmiu
najwiekszych polskich miastach z powodu korkéw [1]. W innych krajach sytuacja
wyglada podobnie, korki na drogach sa zmora mieszkancéw niemal wszystkich
duzych miast na $wiecie, powodujac op6znienia, straty czasu i paliwa, stres
kierowcédw, hatas i wigksze zanieczyszczenie powietrza. Maja wiec negatywny
wplyw nie tylko na portfele uczestnikéw ruchu, ale rowniez na zdrowie
mieszkancow miast — smog, ktéry obecnie w duzym stopniu jest powodowany
przez samochody, stanowi realne zagrozenie dla zdrowia i zycia ludzi.

W przypadku ruchu drogowego zagrozenie zycia i zdrowia nie wynika jedynie

ze spalin (co w przyszlosci, byé moze, da si¢ cze$ciowo wyeliminowaé dzieki
pojazdom elektrycznym i hybrydowym, przy jednoczesnym stosowaniu bardziej
przyjaznych srodowisku zrédel energii niz paliwa), ale réwniez z zagrozen
wypadkami. Rocznie na swiecie w wypadkach ginie ok. 1,3 miliona oséb, a ponad
20 milionéw zostaje rannych (2). W pewnym sensie przyzwyczaili$my si¢ juz do
wypadkéw drogowych, zaakceptowalidémy to, ze wystepuja i niewiele mozemy

z tym zrobié¢. Okazuje sie jednak, ze dzieki nowym technologiom, w szczegdlnosci
sztucznej inteligencji, ruch drogowy moze staé¢ sie w przysztosci znacznie
bezpieczniejszy i efektywniejszy.

Przypuszczalnie najwiekszy przetom bedzie mozliwy dzigki pojawieniu sig

na duza skale pojazdow autonomicznych, a wiec sterowanych przez program
komputerowy, a nie przez cztowieka. Moga one zapewni¢ znacznie wickszy poziom
bezpieczenstwa, gdyz beda jezdzi¢ zgodnie z przepisami, beda miaty wiecej
sensorow niz cztowiek, te sensory beda korzystac¢ z zaawansowanych metod wizji
komputerowej do rozpoznawania otoczenia i moga by¢ skuteczniejsze niz wzrok
czlowieka. Czas reakcji takich pojazddéw bedzie krotszy, nie beda sie meczyé

i dekoncentrowaé. Dzieki temu liczba ofiar wypadkow moze spasé wielokrotnie,

a ostatecznym celem jest tzw. ,wizja 07, w ktérej ofiar wypadkow nie ma wcale.

Pojazdy autonomiczne umozliwia transport osobom niepelnosprawnym, starszym
i dzieciom, prace lub odpoczynek podczas podrézy, a takze szybsze dostarczanie
przesylek. Na éwiecie pojawiaja sie juz pilotazowe programy ustug
autonomicznych takséowek zamawianych przez aplikacje w telefonie, ktore same
po nas przyjada i zawioza nas do celu bezpiecznie i optymalng trasa. Jest to
realizacja idei mobilnosci na Zgdanie, ktéra moze sprawié, ze bedziemy
potrzebowali mniej pojazdéw i mniej miejsc parkingowych (a zaoszczedzong
przestrzen miejska mozna bedzie przeznaczy¢ na tereny zielone lub inne atrakcje
dla mieszkancéw).

Pojazdy autonomiczne beda mogly rowniez komunikowac si¢ z infrastruktura
drogowa i miedzy soba, aby synchronizowaé¢ pewne manewry, np. wyprzedzanie

i bezkolizyjny przejazd przez skrzyzowanie, przyblizajac nas jeszcze bardziej

do ,,wizji 07, oraz poprawiajac efektywnos$é ruchu — pojazdy beda mogly bowiem
podrézowaé w zwartych grupach, podobnie jak np. tawice ryb, zapewniajac
plynny przejazd.

Aby to wszystko bylo mozliwe, potrzebne sg zaawansowane badania,

m. in. po to, aby wyznaczy¢ wlasciwe parametry pojazdéw autonomicznych, aby
zaprojektowaé odpowiednig infrastrukture drogowa lub optymalnie zarzadzaé
ruchem. Takie badania przeprowadza si¢ juz dzis, zaréwno w kontekscie
pojedynczych pojazdéw autonomicznych, jak i w kontekscie ruchu drogowego

z udzialem wielu pojazdéw. Podobne badania w przypadku pojazdow
tradycyjnych przeprowadza sie juz od kilkudziesieciu lat i jest juz mnéstwo prac
naukowych i raportéw technicznych dotyczacych badan ruchu drogowego.
Ogdlnie badania te mozna podzieli¢ na 4 grupy: modelowanie, analiza, predykcja
i optymalizacja. W kazdej z tych grup kluczowe znaczenie zaczyna odgrywac
fascynujaca dziedzina nauki, jaka jest sztuczna inteligencja, ktéra w ostatnich
latach przynosi coraz wigkszy przelom, zaréwno naukowy, jak i przemystowy,
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w wielu dziedzinach nauki i techniki, sprawiajac, ze programy komputerowe
w coraz wiekszym stopniu otrzymuja cechy charakterystyczne dla inteligencji
cztowieka (lub tez znacznie mozliwosei intelektualne czlowieka przekraczajace).

W przypadku modelowania (a wiec: budowania matematycznego opisu) zjawiska
ruchu drogowego sztuczna inteligencja przydaje si¢ przede wszystkim do
kalibracji modeli ruchu, czyli znajdowania takich wartosci parametréw
rozwazanego modelu, aby dawal on jak najlepsza zgodnosé z obserwowanag
rzeczywistoscia. Do takich zastosowan przydaja si¢ m.in. algorytmy klastrowania
(np. k najblizszych sasiadéw), algorytmy ewolucyjne, sieci neuronowe, tabu
search. Wszystkie te metody uwazane sa wlasnie za przyklady algorytmow
sztucznej inteligencji, np. algorytmy klastrowania sg w stanie znajdowaé w duzym
zbiorze danych (np. warunkéw ruchu drogowego) elementy podobne, algorytmy
ewolucyjne potrafig efektywnie przeszukiwaé olbrzymie przestrzenie mozliwych
wartosci (np. parametréw modeli ruchu), znajdujac szybko punkty z przestrzeni,
ktore sg dostatecznie dobre wedlug zadanych kryteriéw (np. minimalizuja
wartosci pewnej funkcji, np. funkcji odlegtoéci danych pochodzacych z modelu
rzeczywistego od danych dotyczacych rzeczywistego ruchu).

Gdy mamy juz zbudowany matematyczny model danego zjawiska (w tym
przypadku ruchu drogowego), mozemy ten model zastosowaé do analizy tego
zjawiska, a potencjalnie réwniez predykcji jego dalszej ewolucji, czy nawet do jego
optymalizacji. Metody te (korzystajace ze sztucznej inteligencji) zaprezentuje na
przykladzie opracowanego przeze mnie modelu ruchu pojazdéw w skali duzego
miasta, ktéry zaimplementowalem w rozwijanym przeze mnie programie Traffic
Stmulation Framework. Jest on inspirowany dobrze znanym i czesto badanym
modelem Nagela—Schreckenberga (modelem Na-Sch) z 1992 roku [3].

Model Na-Sch bazuje na probabilistycznych automatach komérkowych, ktore
same w sobie nie stanowia jeszcze sztucznej inteligencji, cho¢ automaty
komorkowe zostaly odkryte przez Johna von Neumanna i Stanistawa Ulama

w Los Alamos przy okazji badan nad sztucznym zyciem i samoreplikujacymi sie
systemami.

W oryginalnym modelu Na-Sch automat komoérkowy jest jednowymiarowsa
cykliczna tasma, podzielong na komoérki odpowiadajace rzeczywistej dtugosci
7,5 metra. Kazda z tych komérek moze by¢ pusta (jej stan to null) lub zajeta
(jest na niej pojazd, a stan komorki to aktualna predkoéé pojazdu znajdujacego
sie w tej komoree), a ich stan ewoluuje w kolejnych krokach (czas jest dyskretny,
predkosci sa catkowite) zgodnie z okre$lonymi regutami, odpowiadajacymi
kolejno przyspieszaniu, zapewnianiu bezpieczenstwa, losowym zaburzeniom
(wynikajacym np. ze zwiekszonej ostroznosci) i przemieszczaniu sie.

1. Vi=min{V; + 1, Vaiyax} (Varax — maksymalna dopuszczalna predkosé),
2. Vi=min{V;, d;} (d; — odlegto$¢ (liczba komdrek) do najblizszego pojazdu
przed pojazdem i),

Vi=max{V; — 1, 0} z prawdopodobiefistwem p,

4. Pojazd i przemieszcza si¢ o ¢ komoérek do przodu.

@«

Simulation

I R I Model Nagela—Schreckenberga okazal sie

£ bardzo popularny, gdyz pomimo swojej
prostoty jest w stanie odzwierciedla¢ pewne
zlozone cechy ruchu (np. spontaniczne
formowanie si¢ korkéw na autostradzie)
i daje pewna zgodno$¢ z rzeczywistoscia
] w przypadku diagramu fundamentalnego
) T - przedstawiajacego zalezno$é¢ miedzy
°densj§y [Ca':s pel:'ssite]-ﬂ natezeniem ruchu a gestoscia pojazdow

(rys. 1). Powstalo wiele uogélnien tego
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Rys. 1. Poréwnanie diagramu fundamentalnego dla modelu rzeczywistego ruchu modelu, m.in. na przypadek dwuwymiarowy

i dla modelu Nagela—Schreckenberga.

i dwa pasy ruchu.
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Roéwniez ja w swoich badaniach inspirowatem si¢ modelem Na-Sch, ale
wprowadzilem istotne zmiany, aby méc symulowaé ruch na realistycznej sieci

drogowej duzego miasta.

W przypadku mojego modelu sie¢ drogowa jest
reprezentowana jako graf skierowany, w ktérym ruch
odbywa si¢ po krawedziach (podzielonych na tasmy —
pasy ruchu, podzielone na komérki) zgodnie z regutami
zblizonymi do regutl z modelu Na-Sch — sg jednak
pewne modyfikacje. W niektérych wierzchotkach grafu
znajduja sie sygnalizacje Swietlne, niektore wierzchotki
reprezentuja tez zakrety lub skrzyzowania, w zwiazku
z tym predkosé pojazdu musi byé odpowiednio
redukowana przed takimi punktami, mozliwe jest tez
wyprzedzanie. Pojazdy sg rozréznialne — moga,
startowac z réznych punktéw, mie¢ rézne trasy i rozny
profil okreslajacy domyslna maksymalna predkosé
pojazdu w zaleznosci od typu drogi. Poza samymi
regutami ruchu kluczowe jest tez generowanie punktéw
poczatkowych i koficowych (stuzyé do tego moga
macierze podrézy, ktére sa budowane w trakcie
okresowych pomiaréw ruchu) oraz tras przejazdu —

do czego przydaja sie juz wladnie algorytmy sztucznej
inteligencji: np. heurystyczny algorytm A* oraz
algorytmy kalibracji modeli (minimalizujace réznice
miedzy natezeniami ruchu i czasami przejazdu
wynikajace z modelu oraz z danych rzeczywistych).

85 TRAFFIC SIMULATION FRAMEWORK.

Przedstawiony ogdélnie model zaimplementowalem

w programie komputerowym Traffic Simulation
Framework (TSF) w jezyku programowania C#,
korzystajac z realistycznej sieci drogowej Warszawy
pochodzacej z serwisu OpenStreetMap (OSM). Model
oraz jego implementacja w programie TSF zostaly
opisane (bardziej szczegélowo) w moich wezesniejszych
pracach [4]. Doczekaly sie tez juz pierwszych
zastosowan, m.in. w 2010 roku wspoélnie z firma
TunedIT wspotorganizowatem konkurs dotyczacy
predykcji ruchu drogowego przy prestizowej konferencji
ICDM 2010 [5]. Za pomoca programu TSF
wygenerowalem duze ilosci danych dotyczacych ruchu
drogowego w Warszawie, ktére postuzyly jako zbiory
treningowe i testowe dla algorytmoéw uczenia
maszynowego prognozujacych ruch (m.in. natezenia
ruchu, czasy przejazdu, wystepowanie korkéw)

w roznych sytuacjach. Uczestnicy konkursu opracowali
wiele ciekawych algorytmdéw korzystajacych

z zaawansowanych technik analizy danych i sztucznej
inteligencji, a najlepsze z nich zostaly zaprezentowane
na konferencji ICDM 2010 w Sydney i opisane

w publikacjach.
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Rys. 2. Widok graficznego interfejsu uzytkownika programu Traffic Simulation Framework.

Kolejnym zastosowaniem programu TSF i sztucznej inteligencji jest wykrywanie
i analiza stanow ruchu drogowego. Czlowiek, obserwujac ruch drogowy, jest

w stanie do$¢ dobrze ocenié, jaki jest stan tego ruchu (np. czy jest korek, czy
ruch swobodny). Zbierajac tego typu informacje od wielu obserwatoréw ruchu,
rejestrujac jednocze$nie dane sensoryczne (np. polozenia i predkosci pojazddéw),
mozemy nauczyé programy komputerowe rozpoznawania stanéw ruchu
drogowego na podstawie danych sensorycznych, aby robity to podobnie jak
ludzie. Moze mie¢ to zastosowanie m. in. w systemach zarzadzania ruchem

i systemach informowania podréznych [6].

Gdy potrafimy wykrywaé stany ruchu drogowego, mozemy pokusié sie
o krétkoterminowa (np. za 10 — 20 minut) lub dlugoterminowa (np. nastepnego
dnia) predykcje tych stanéw lub bardziej elementarnych parametréw ruchu
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Biorac pod uwage, ze stég siana ma mniej
atomoOw niz obserwowalny Wszechswiat,

a iglta ma ich wigcej niz 1, problem
wydaje si¢ by¢ jeszcze trudniejszy,
przynajmniej biorac pod uwage rozmiar
rozpatrywanych zbioréw.

(np. czasy przejazdu, natezenia ruchu czy wilasnie stany ruchu). Jest juz duzo
prac naukowych, w ktérych badano algorytmy predykcji ruchu, od stosunkowo
elementarnych, jak ARIMA, czy kNN, po bardziej zaawansowane i nowoczesne,
jak XGBoost, rekurencyjne sieci neuronowe (np. long short-term memory —
LSTM [7]), konwolucyjne sieci neuronowe lub rozwigzania hybrydowe stanowiace
polaczenie tych metod. To wlasnie z tematem predykcji ruchu zwiazany byt
wspomniany konkurs, ktory wspélorganizowalem wspolnie z TunedIT,

pod patronatem IEEE, ICDM i TomTom [5].

Metody te sprawdzaja sie dos¢ dobrze w przypadku predykcji ruchu w sytuacjach
typowych, tzn. gdy warunki ruchu sa typowe, powtarzalne. Gdy obserwujemy
ruch drogowy przez dluzszy czas, mozemy zauwazy¢, ze warunki ruchu faktycznie
dod¢ czesto sa powtarzalne. W poniedziatki rano korki tworza sie w tych samych
miejscach, podobnie w szczycie popotudniowym, codziennie sa tez podobne
godziny, w ktorych ruch sie uspokaja. Jest to spowodowane powtarzalnoscia
zachowan ludzi, ktérzy ruch generuja (np. w podobnych godzinach rozpoczynaja
i koncza prace lub zajecia w szkole). Analizujac dane dotyczace ruchu, mozna
wiec zauwazy¢ pewne powtarzalne wzorce. Mozna jednak rowniez zauwazy¢
pewne fluktuacje — losowe odchylenia od tych wzorcéw spowodowane np. pogoda,
bliskoscia $wiat lub wakacji, imprezami masowymi, nowymi osobami
przyjezdzajacymi do miast itp. O ile predykcja ruchu w sytuacjach typowych jest
stosunkowo prosta, o tyle prognozy dla sytuacji nietypowych sa znacznie
trudniejsze. Ciezko bowiem przewidzieé, analizujac jedynie historyczne dane, ze
z ruchu zniknie nagle wiele tysiecy pojazdéw, gdy sptonie Most Fazienkowski

w Warszawie, a taka sytuacja faktycznie miata miejsce [8].

W takich sytuacjach metodom uczenia maszynowego z pomoca moga przyjsé
modele ruchu drogowego i zachowania podréznych, ktére w przypadku
odpowiedniej kalibracji sa w stanie przewidywac, jak ruch moze wygladac.
Problemem moze byé¢ jednak pozyskanie odpowiednio dobrych danych do
kalibracji, aby takie analizy przeprowadzac¢ — do tego moga bardzo przydac sie
m.in. dane z urzadzen mobilnych, z ktérymi podrézuja ludzie, co pozwala mieé
znakomite informacje o zachowaniach podréznych w réznych sytuacjach. Dane
takie, m.in. tzw. floating car data, sa juz coraz bardziej dostepne, z czego
korzystam w badaniach dotyczacych predykceji ruchu realizowanych w ramach
miedzynarodowego projektu MELODIC [9]. Wprowadzajac takie dane do
symulacji ruchu drogowego, mozna nie tylko skalibrowaé model ruchu, ale
rowniez w czasie rzeczywistym uruchamia¢ symulacje i przeprowadzac za ich
pomocg prognozy ruchu (podobne podejscie stosowane jest np. na autostradach
w Niemczech [10]).

Ciekawym kierunkiem badan zwigzanych z predykcja ruchu jest tzw. predykcja
what-if : chcemy przewidywaé, jak bedzie wygladal ruch w przypadku, gdy cos sie
zmieni, np. jakie beda czasy czekania pojazdow na czerwonym swietle, gdy
zmienimy ustawienie sygnalizacji Swietlnej. Naturalne jest przypuszczenie, ze
ponownie mozemy skorzysta¢ z symulacji ruchu drogowego, wystarczy tylko
wprowadzi¢ do symulatora inne ustawienia Swiatel, nie zmieniajac innych
parametréw (w szczegélnosci pozostawiajac te same punkty poczatkowe, konicowe
i trasy pojazdéw), co oczywiscie jest mozliwe.

Widagé, ze tego typu predykcja moze by¢ krokiem w kierunku optymalizacji ruchu
drogowego. Gdy potrafimy ewaluowaé¢ duze ilosci réznych ustawien sygnalizacji
$wietlnych, mozemy wybraé najlepsze z nich i zastosowaé w rzeczywistym ruchu.
Problem polega na tym, ze mozliwych ustawien jest bardzo duzo. Jezeli
przyjmiemy 800 skrzyzowan ze $wiattami, a w przyblizeniu tyle jest ich

w Warszawie, oraz laczny cykl fazy $wiatla zielonego i czerwonego 120 sekund,
daje to 120%% réznych ustawien przesunie¢ w fazie (zakltadajac state dugosci
fazy Swiatla zielonego i czerwonego, np. odpowiednio 58 sekund i 62 sekundy,

a potencjalnie dlugosci te tez moga sie zmieniaé). Jest to znacznie wiecej niz np.
szacowana liczba atoméw w obserwowalnym Wszechswiecie lub wigcej niz liczba
mozliwych rozgrywek w Go [11]. Znajdowanie optymalnego rozwiazania w tak
duzym zbiorze to jak szukanie igly w stogu siana! Co gorsza, ewaluacja
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pojedynczego ustawienia Swiatet rowniez zajmuje sporo czasu, przynajmniej jesli
chcemy to robié¢ za pomoca symulacji komputerowej, ktéra na standardowym
komputerze potrzebuje wielu sekund, aby obliczy¢ jako$¢ danego ustawienia
choé¢by w ciagu kilku minut ruchu. Mogliby$Smy mieé¢ nadzieje, ze problem da sie
rozwiaza¢ jakim$ sprytnym algorytmem, bez przeszukiwania duzej przestrzeni
rozwiazan, udowodniono jednak, ze juz nawet w bardzo prostych modelach ruchu
problem jest NP-trudny.

Sytuacja wydaje sie wiec beznadziejnie trudna, jednak, by¢ moze, nie musimy
wyszukiwaé w zbiorze mozliwych ustawien tego jedynego najlepszego? W koncu
symulacyjne modele ruchu sa tez tylko pewnym przyblizeniem rzeczywistosci,
wiec i tak nie mamy gwarancji, ze najlepsze ustawienie Swiatel wedtug
symulatora ruchu bedzie réwniez najlepsze w rzeczywistosci (w rzeczywistym
ruchu moze by¢ nawet trudno zdefiniowaé, czym dokladnie jest optymalnosé
ustawienia $wiatel). Moze w takim razie zadowoli nas rozwiazanie suboptymalne,
troche gorsze od tego najlepszego, trudnego do znalezienia, ale niewiele,

np. o 1%, a do tego znacznie latwiejsze do znalezienia, gdyz takich
suboptymalnych rozwiazan jest po prostu znacznie wiecej.

7 pomoca moga przyjs¢ heurystyki, np. algorytm genetyczny inspirowany
procesem doboru naturalnego [12]. W naszym przypadku mozemy kodowaé
ustawienie sygnalizacji $wietlnej do postaci genotypu, wektora genow,
wygenerowa¢ pewna losowa pule poczatkowa rozwiazan, ktérych jakosé moze byé
oceniana za pomocg symulacji ruchu i przeprowadzaé ewolucje tej populacji
zgodnie z okreslonymi regutami selekcji, krzyzowania i mutacji genotypdéw.
Procedura ta po pewnym czasie powinna znalezé odpowiednio dobre rozwiazanie
— optimum lokalne. W praktyce takich procedur mozemy chcie¢ przeprowadzié¢
duzo, np. startujac z réznych pul populacji poczatkowych, testujac rézne
ustawienia selekcji, krzyzowania i mutacji itp. Oznacza to, ze réwniez duzo
musielibyémy przeprowadzié¢ symulacji ruchu drogowego, co ponownie moze by¢
bardzo czasochlonne.

Z problemem tym radze sobie, stosujac tzw. metamodele, a wigc przyblizenia
matematycznych modeli ruchu. Moga by¢ to jeszcze prostsze modele, powstale

z tych bardziej skomplikowanych poprzez zastosowanie pewnych zalozen
upraszczajacych — w praktyce okazuje sie jednak, ze trudno jest w ten sposéb
osiggnac jednoczesnie znaczne przyspieszenie obliczen i zachowaé¢ odpowiednia
doktadnosé. Z pomoca moga przyjs¢ algorytmy uczenia maszynowego, np. sieci
neuronowe (inspirowane z kolei dzialaniem ludzkiego mdzgu), ktére sa znane jako
dobre uniwersalne aproksymatory funkcji ciagtych na zbiorach zwartych.

Tzw. Twierdzenie o Uniwersalnej Aproksymacj i méwi o tym, ze dowolna funkcje
ciggla na zwartym podzbiorze R™ mozna przyblizaé jednostajnie z dowolnie
dobra dokladnoscia sieciami neuronowymi z jedna warstwa ukryta [13].

Co prawda, twierdzenie nie mowi o tym, jak duzo powinno by¢ neuronéw w tej
warstwie, jaki powinien by¢ zbiér treningowy i czas trenowania, a nasza funkcja
mapujaca ustawienia sygnalizacji Swietlnej na taczne czasy czekania na
czerwonym $wietle, obliczana za pomoca symulacji, nie jest ciaglta (choé mozna
ja uciagli¢), ale twierdzenie sugeruje, ze sieci neuronowe warto przynajmniej
wyprobowac do tego zagadnienia i to réwniez z wigksza liczba warstw neuronéw
(spektakularne sukcesy glebokich sieci neuronowych w ostatnim czasie zwiazane
sa wladnie m.in. z wieksza liczba warstw neuronéw).

Pomyst okazal si¢ bardzo dobry. Za pomoca programu TSF przeprowadzitem
117033 symulacji ruchu z réznymi ustawieniami $wiatel (przesunieé w fazie)

na obszarze Starej Ochoty obejmujacym 15 skrzyzowan ze $wiatlami. W kazdej
symulacji obliczany byl taczny czas czekania pojazdéw na czerwonym $wietle

na tym samym obszarze w ciagu 10 minut symulacji z udzialem 42000 pojazdow
(najdluzszy czas czekania wynidst 62911 sekund, najkrétszy 35831 sekund —

a wigc odpowiednio $rednio mniej niz 1,5 i mniej niz 1 sekunde na samochdd).
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Wygenerowany zbior wynikéw zostal nastepnie
podzielony na zbidr treningowy, walidacyjny i testowy
w celu trenowania sieci neuronowych, ktére mogtyby
przybliza¢ wyniki symulacji. Dlatego przygotowany
zostal program TensorTraffic, korzystajacy z biblioteki
TensorFlow, stuzacej wlasnie m.in. do trenowania sieci
neuronowych.

W systematycznie przeprowadzonych eksperymentach
trenowane byly sieci feed-forward z funkcja aktywacji
ReLU i rézna liczba warstw (od 1 do 15 warstw), rézna
liczba neuronéw w warstwach (zazwyczaj dobre wyniki
dawalo kilkaset neuronéw), réznymi wartosciami
parametru uczenia i dropout (parametru
odpowiedzialnego za losowe usuwanie neuronéw z sieci
w celu przeciwdzialania przeuczeniu), testowane byly
tez rézne rozmiary zbioru treningowego oraz mechanizm
zatrzymania w sytuacji, gdy wartosci funkcji straty
uzytej do trenowania sieci (RMSE) przestawaly sie
poprawiac.

Najlepsze wyniki udato si¢ otrzymac dla sieci, ktéra
miala 3 warstwy (a w nich odpowiednio 100, 200 i 100
neuronéw), parametr uczenia 0,01, dropout 0, 05. Sredni
blad dla takiej sieci wynidst 1,2%, a blad maksymalny
6,8%. Okazalo si¢ rowniez, ze rozklad bledu na zbiorze
testowym byt dos$é korzystny, dla wigkszosci elementéw
btad przyblizen byl stosunkowo maly, ponizej 2%.

Po wytrenowaniu sie¢ neuronowa byla w stanie
dokonywacé ewaluacje nowych ustawien §wiatel w czasie
o kilka rzedéw wielkosci krétszym niz w przypadku
symulacji (ok. 0,2 sekundy).
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